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* Guyon & Elisseeff “An Introduction to Variable and Feature Selection”,
J Mach Learn Res, 3 (2003), 1157-1182

* Feature Extraction, Foundations and Applications, I. Guyon et al, Eds. Springer,
2006.

* WEKA — Preprocessing algorithms
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* Smanjenje koli¢ine podataka (kod problema sa vrlo velikim brojem
primjera i brojem varijabli/atributa: 1000-100000+)

e Smanijiti broj varijabli

e (QOdabrati samo najvazZnije varijable/atribute

e Prednosti:
e Bolji modeli (poboljSanje to€nosti)
e BrZe - do modela; brzi modeli (u eksploataciji)
e |nterpretabilniji modeli

Py

P,

Vazne/relevantne
varijable
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Svrha - realni problemi - primjeri

Klasifikacija teksta

— Varijable ~ 10° rijeci, parovi rijeci (?)

— Tipi¢na praksa: koristi sve rijeCi - prepusti metodama odabira varijabli
da rijeSe nekorisni visak varijabli

— Treniranje sa svim varijablama (rije¢ima) je preskupo

— Prisutnost irelevantnih varijabli moze negativno utjecati na
generalizaciju

Klasifikacija tumora na osnovu ekspresije gena [Xing, Jordan,
Karp '01]
— 72 pacijenta (primjeri)
— 7130 varijabli (nivoi ekspresije razlicitih gena)
Dijagnoza bolesti
— Varijable su rezultat (skupih) laboratorijskih testova
— koji bi test trebali napraviti na paciojentu?
Ugradeni sustavi (Embedded systems) sa limitiranim resursima
— klasifikator mora biti kompaktan:
- npr. prepoznavanje glasa s mobitela
— Predikcija na CPU (4KB ogranicenje!)



Neki osnovni pojmovi

Individualna irelevantnost varijable X; (V- podskup bez varijable X))

P(X;. Y|V =P(X;|[V HP(Y|V ).

Dostatni podskup varijabli V ( u odnosu na kompletan skup X)

P(Y|V) = P(Y|X).

Gorniji izrazi su u praksi nerealni (znak jednakosti)
e u stvarnosti radi se obi¢no o priblizno zadovoljenim tvrdnjama
(razlika<e), t.j.:
- Vjerojatno priblizno irelevantnim varijablama
- Minimalnom priblizno dostatnom podskupu varijabli V



Odabir metode

Odabir metode selekcije varijabli ovisi:
* skupu varijabli i ciljnoj varijabli (binarne, kategoricke, kontinuirane)

e samom problemu (kakve su zavisnosti izmedu varijabli/ciljne varijable,
linearne/ne-linearne)

* Koli¢ini dostupnih podataka (odnosu broja primjera naspram broja
varijabli, toc¢nosti podataka - Sum)



Osnovna podjela

Pojedinacno rangiranje
—> nezavisna ocjena svake varijable pojedinacno

* Grupno (multivarijantno) rangiranje
—> uzima u obzir istovremeno skup varijabli

* Filter metode

—> rangiranje varijabli ili skupa varijabli na bazi indeksa(relevantnosti), nezavisno
od algoritma za ucenje(klasifikatora)

 Metode “omotaca” (wrapper) metode
-> koristi se klasifikator da bi se odredila vrijednost varijabli ili skupa varijabli

e Ugradene metode (embedded) ili algoritmi
-> istovremeno zajednicki se uci i model i selekcija varijabli
(primjer stabla odlucivanja !)



Proces

Generalnha shema procesa odabira varijabli

““““““““““““““““““““““““““““““““““““““““““““

Okriginalni Generiranje / | Podskup Evaluacija
Skup .. . —— |
| retraZivanje | varijabli | o
varijabli P B J R i Validacija
. Selektirani
ne Kriterij da | Podskup
zaustavljanja . varijabli

________________________________________________________________________________

Generiranje/pretrazivanje - odabir podskupa (varijable)

Evaluacija - izraCunati relevantnost podskupa varijabli.
Kriterij zaustavljanja - odrediti da li je podskup relevantan.

Validacija - nezav. verificiranje odabranog podskupa



Proces: Generiranje

Generiranje/pretrazivanje:

e odabir podskupa ili varijable za evaluaciju
* Pocetak: prazan skup, sve varijable, sluc. gen. podskup.
* Inkrement : dodavanje, uklanjanje, dod/ukl varijabli
 kategorizacija nacina generiranja/pretrazivanja
- Iscrpne (exhaustive, complete)

- Heuristicke

- Slucajne



Proces: Generiranje

Iscrpno (complete/exhaustive)

e Ispitivanje svih kombinacija podskupova varijabli
-{al,a2,a3} => {{al},{a2},{a3},{al,a2},{al,a3},{a2,a3},{al,a2,a3} }

 Prostor pretraZivanja - O(2™), m - # varijabli
* Optimalni podskup je dohvatljiv

* Nedopustiva slozenost za m>>

Heuristicki pristup

* Selekcija po odredenom principu
- izbacivanje varijabli
- kandidati = { {f1,f2,f3}, {f2,f3}, {f3} }

* inkrementalno generiranje podskupova
e Prostor pretrazZivanja je drasticno maniji

* Neki od relevantnih podskupova varijabli mogu biti preskoceni !

Sluc¢ajno generiranje

* Slucajni odabir varijable (Probabilisticki pristup)

* Optimalni podskup zavisi od broja pokusaja (™~ ovisi o resursima)



Proces: Evaluacija

Evaluacija
* OdredivaZznost generiranog podskupa varijabli za klasifikacijski problem

C R, = J(podskupa varijabli)
if (R,> best_R,) =>best_R, =R,

 QOsnovni tipovi evaluacijskih funkcija.

* udaljenost )
(euklidska udaljenost, Manh. Udaljenost, sl.)

* informacijske mjere
(entropija, Infogain - porast informacije, sl.) >

e zavisnost izmedu varijable i ciljne varijable Filter metode
(Pearsonov korelacijski koeficijent)

* konzistentnost podskupa ,

(minimalni konzistentan broj varijabli)

* pogreska klasifikatora } “wrapper”



Proces: Evaluacija

Udaljenost

. 22 - X2 + y2
e Selektirati one varijable koje podupiru “bliskost” primjera iste klase

* Primjeri iste klase morali bi biti medusobno blizi u smislu udaljenosti nego

primjeri razlicitih klasa

Informacijske mjere

* Entropija — mjera sadrzaja informacije

* Info-gain varijable : (kao kod stabla odlucivanja)
IG(V) = 1(p,n) - E(V)
IG(V) = prije grananja — suma po svim ¢vorovima poslije grananja

* Odaberi A <-if IG(A) > IG(B).



Proces: Evaluacija

Mijere zavisnosti

* Korelacija izmedu varijable i ciljne varijable

| > (T — Z5) (v — 7))

c(j) = il |
U VY o1 (Tii —25)2 3 (3 — 9)?

e Zavisnost izmedu prediktorskih varijabli = nivo redundancije
- ako je neka varijabla zavisna o drugoj, tada je i redundantna

* todetermine correlation, we need some physical value.
value = distance, information
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Proces: Evaluacija

Konzistentnost

* Nekonzistentni primjeri - ako imaju iste vrijednosti varijabli - razliCite klase
P1 a b C1
P2 a b C2

 Odaberi {f1,f2}
=> ako u trening setu nema primjera kao u gornjoj tablici

* min-feature = trazi se najmanji podskup koji je konzistentan
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Proces: Evaluacija

Klasifikacijska pogreska

 Samo u “wrapper” metodi
evaluacija = pogreska_klasifikatora(podskup varijabli)
if (error_rate < predefinirani threshold) select the feature subset

» selekcija varijabli — nije generalna (zavisi o konkretnom klasifikatoru), ali
poboljsava tocnost konkretnog klasifikatora na danom problemu

e Racunalno skup pristup



Proces: Evaluacija
metoda Primjenjivost/ | Vremenska Tocnost
opcenotost slozenost

Udaljenost Mala

Informacijske mjere Da Mala *
Zavisnost Da Mala *
Konzistentnost Da Srednja *
Klasifikacijska to¢nost ne Velika Visoka

Primjenjivost — koliko su rezultati generalni (primjenjivi) kod razlic¢itih klasifikatora

Tocnost — koliko je tocan konacni (klasifikacijski) model

(*) Tocnost ovisi od konkretne kombinacije metode selekcije i algoritma za
klasifikaciju
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Filter, “wrapper” i ugradene metode

Filter

lazni sk Selekcija varijabli preko
Ulazni skup individualnih mjera v Ucenje

.o . _>

varijabli (udaljenost, zavisnost) modela Model
“Wrapper”
v
Ulazni sk PretraZivanje > Uenje

azni sku —

.o blp —) podsl.(.upo.va p modela MOdEl
varijabli varijabli

Vaznost varijabli
odredena preko
modela

Ugradene metode

"4
Ugradena / ’
metoda
\ Model

»
»

Ulazni skup varijabli



Filter i wrapper metode

Filter

Ulazni sk Selekcija varijabli preko
azni skup individualnih mjera Ucenje
varijabli (udaljenost, zavisnost) modela Model

« Varijable se evaluiraju individualno a najboljih s se selektira i
kasnije koristi u uCenju modela

* Evaluacijske mjere: korelacija, uzajamna informacija,
t-statistika, p-vrijednost, itd.



Univarijantne metode selekcije: primjer

p-opt
-
P(X|Y=1)
P(X[Y=-1)

v

O- o+

* Normalna distr. klasa, 62 nepoznato - procjena iz podataka kao Gzp.
 Nulta hipoteza H,: p+ = p-

e T-test:

t=(u" - )o,V1/m* +1/m") o Studen(m* +m~ —2d.f.)
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Problemi Univarijantnog filter pristupa

 Redundancija odabranih varijabli => varijable su odabrane
nezavisno, ne kontrolira se donose li dodatnu informaciju u
skup

* |nterakcije izmedu varijabli ne mogu se eksplicitno ukljuciti
u odredivanje podskupa varijabli

e Zanemarena je vaznost (specificnost) klasifikacijskog
algoritma: neke filter metode su prikladne za odredene
klasifikatore, a za neke nisu.



Problemi univarijantnog filter pristupa

Guyon-Elisseeff, JIMLR 2004
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Prediktivna snaga varijabli - kada se promatraju zajedno

A) x,—irelevantna varijabla sama za sebe; relevantna u kombinaciji s x,

B) Dvije varijable koje su individualno irelevantne - postaju relevantne u
kombinaciji
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Multivarijantni filter pristup

Relief algoritam [generiranje=heuristi¢ko, evaluacija=udaljenost].

e (Osnhove

- svaka varijabla dobiva kumulativno tezinu koja se odreduje preko primjera

iz trening skupa
- varijable sa tezinom iznad zadane vrijednosti T se selektiraju u
odabrani skup varijabli
* QOdredivanje tezine varijabli
- princip => primeri koji pripadaju istoj klasi trebali bi biti blize
negoli primjeri razlicite klase
- bliski-pogodak (near-hit) primjer = najbliZi primjer iste klase
- bliski-promasaj (near-miss) primjer = najbliZi primjer suprotne klase

- update mehanizam za teZine => W = W - d(X,nearhit)? + d(X,nearmiss)?



Multivarijantni filter pristup

Relief algoritam

1. odabrani_podskup = {}
2. inicijaliziraj teZine varijabli w,= 0 (i=1,M)

3.zai=1toN % N -# primjera

uzmi jedan primjer X iz trening skupa D.

pronadi near-hit H = primjer iz D za kojeg je d(X,H) udaljenost najmanja & X.class=H.class
pronadi near-miss M = primjer iz D za kojeg je d(X,M) udaljenost najmanja & X.class<>M.class
osvjezi tezine svih varijabli:

w; = w, - d(X,H)? /N+ d(X,M)? /N

4.zaj=1to M (npr. 2)
if w; >=T, dodaj v; u odabrani skup varijabli
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Multivarijantni filter pristup

Relief algoritam Kira & Rendell, 1992

u K=1
m
l..= © ©
u mog o ®
=-'-<_/A ®© o
o ’V”SS. @i © @
°©¢ o © ® e
" ,EEm0 0
.."l o ©

The Relief algorithm works by randomly sampling an instance and locating its nearest
neighbour from the same and opposite class. The values of the features of the

nearest neighbours are compared to the sampled instance and used to update the
relevance scores for each feature.
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Multivarijantni filter pristup

- K=3 ReliefF algoritam
® (viSe-klasni problemi, otporan na Sum)
Robnik-Sikonja and |. Kononenko, 2003
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Pretrazivanje podskupova— wrapper pristup

Start

70.0.1.1

Sekvencijalno pretrazivanje unaprijed (SFS: Sequential Forward Selection)
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Pretrazivanje podskupova - ugradeni (embedded) pristup

Start

0,0,0.1)
F %

0.1.0.0) 00,11

011D

Vodeno pretrazivanje: ne razmatraju se alternativni putevi
Primjer.. Gram-Schmidt orthog.; stabla odlucCivanja !
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Pretrazivanje podskupova — wrapper pristup

Start

Sekvencijalno peretrazivanje unatrag (SBS - Sequential Backward Selection)
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Pretrazivanje podskupova — embedded(ugradeni) pristup

Vodeno pretrazivanje: ne uzimaju se u obzir alternativni putevi
Primjer: “rekurzivna eliminacija varijabli bazirana na tezinama (SVM)’

RFE-SVM.
1
1.0.0.0 (0.1.00
n-2 e -~
n-1 1100 1.0.1.0) 0.1.1.0) 0011
n
1110

Start
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O evaluaciji metoda selekcije varijabli: procjena greske

Procjena greske: XV - dvije sheme

M varijabli

> <
N primjera

Podjela originalnog skupa na 3 dijela:
nl-trening; n2-validacijski, i n3- test set

1) Za svaki podskup varijabli, u¢i model
na nl.

2) Odaberi podskup V, koji je najbolji na
n2

— Ponoviti i usrednjiti (XV?)

3) Testiraj na n3.
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O evaluaciji metoda selekcije varijabli: procjena greske

Procjena greske: XV - dvije sheme

Shemal |p N primjera Shema?2 D, N primjera

i > |

10f-XV, LOO Selekcija varijabli

| l

Ucenje i testiranje 10£-XV. LOO
metode selekcije i klasifikatora l

v

v

UcCenje i testiranje klasifikatora

\4

Odredivanje gresSke

\4

Count errors
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Taksonimija(e) metoda selekcije varijabli

Table 1. A taxonomy of feature selection techniques. For each feature selection type, we highlight a set of characteristics which can guide the choice for a
technique suited to the goals and resources of practitioners in the field.

Model search Advantages Disadvantages Examples
% gz:tlahle Ignores feature dependencies g]ll]?g;;lf distance
2 | Independent of the classifier L e t-test
- p— = Ignores interaction with the classifier _— , -
g mE . [nformation gain, Gain ratio [6]
CHR N » Ciassiter ':‘é Models feature dependencies Slower than univariate techniques Correlation based feature selection (CFS) [435]
§ Independent of the classifier Less scalable than univariate Markov blanket filter (MBF) [62]
= | Better computational complexity | techniques Fast correlation based
Z | than wrapper methods Ignores interaction with the classifier feature selection (FCBF) [136]
o | Simple Risk of over fitting
E’ Interacts with the classifier More prone than randomized algorithms | Sequential forward selection (SFS) [60]
E | Models feature dependencies to getting stuck in a local optimum Sequential backward elimination (SBE) [60]
22;3“ P § Less computationally intensive (greedy search) Plus g take-away r [33]
:nf‘ " Fypothesis space” than randomized methods Classifier dependent selection Beam search [106]
= \5 Q:}/ % | Less prone to local optima Computationally intensive Simulated annealing
—— E | Interacts with the classifier Classifier dependent selection Randomized hill climbing [110]
% Models feature dependencies Higher risk of overfitting Genetic algorithms [50]
& than deterministic algorithms Estimation of distribution algorithms [52]
E Interacts with the classifier Decision trees
o || FE ;'_'Z'EF'G'-““‘E_EE?%:_E Better computational complexity Weighted naive Bayes [28]
% ( ) than wrapper methods Classifier dependent selection Feature selection using
= — Models feature dependencies the weight vector of SVM [44, 125]
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Taksonimija(e) metoda selekcije varijabli

/
&/

F Crass
validation

stochastic search  backward elimination stochastic search  backward elimination

Exhaustive search Single feature ranking

Feature subset generation, search Feature subset generation, search

(a) Filters (b) Wrappers

stochastic search  backward elimination
Exhauwstive search Single feature ranking

Feature subset generation, search

(c¢) Embedded methods

Fig. 1. The three principal approaches of feature selection. The shades show the
components used by the three approaches: filters, wrappers and embedded methods.
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